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1 はじめに

上位下位概念の抽出は自然言語処理において重要な

タスクとなっている．大きく分けて二つのアプローチ

がある．一つはX such as Yなどといった，文中で共

起している単語の包摂関係を示すようなパターンを使

用した研究 [2]から始まり，そこからブートストラッ

プ的にパターンを見つけていく研究 [9] などがある．

Word2vec[6]の登場以降は，もう一つのアプローチと

して，単語の特徴ベクトルを組み込んだ研究が行われ

ている [5]．さらに，それらを融合し，機械学習を取り

入れた方法として，HypeNET[8]などがある．

上位下位概念の抽出を含む，オントロジー構築に

関する研究は様々な形で行われている．日本語に関

しては，「森羅：Wikipedia構造化プロジェクト 2018」

[7]などがあげられる．英語などを対象とした例とし

て，YAGO[10]などの手法がある．しかし，YAGOは

Wikipediaのカテゴリー構造に依存しており，汎用性

が低い．無論，Wikipedia はオープンなリソースで，

様々な言語のデータがあるため，非常に便利ではある

が，特定のドメインに特化したオントロジーを作成し

ようとすると障害がある．

上記の手法の多くはテキストを学習させるなどして

行われるため，学習量の少ない場合や新語の足りない

場合，特定のドメインに絞ったドキュメントを使用す

る場合には精度に限界があると考えられる．我々が提

案したスキーム [3]の一部を拡張すると，上位下位概

念の抽出において，学習量に依存が少なく，かつ，新

語や特定のドメインに絞った場合などにも適用可能で

あると可能性が高い．そこで，本論文内では，新たな
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上位下位概念抽出の手法を提案し，その有用性につい

て議論する．

2 提案手法

任意の語、又は、テーマに関して記述された文書を

用意する．Wikipediaであれば，特定の言葉や事象に

関する記事それぞれを一つの文書として利用可能であ

る．企業情報を利用するのであれば，一つの企業に関

する説明や資料をひとまとめにしたものを一つの文書

として利用することが可能である．ここで，これらの

文書を doc1, doc2, · · · , docN とラベリングする．
次に，上位下位概念の関係にあるかどうかを知りた

い単語ペアを用意する．これをwordA, wordBとする．

さらに，wordA, wordB を含む文書を取り出し，

wordAを含む文書群を setA，wordB を含む文書群を

setB とする．この時，次式のように定義する．

PAB =
|setA ∩ setB |

|setA|
，RAB =

|setA ∩ setB |
|setB |

(1)

wordAが wordB の下位概念である場合，多くの文

書において，wordA の説明として，wordB が文書内

に同時に登場する可能性が高いという仮定をおけば，

PAB > RAB が成立すると予想される．逆の場合も然

りである．そこで，閾値を設定して，以下のように定

義し，分類する．閾値を thrと表記する．

1. PAB < thrかつRAB < thrの時：wordA, wordB
間には上位下位概念がないとする．

2. PAB ≥ thr かつ RAB < thr の時：wordA が

wordB の下位概念とする．

3. PAB < thr かつ RAB ≥ thr の時：wordA が

wordB の上位概念とする．
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4. PAB ≥ thrかつ RAB ≥ thrの時：

(a) PAB > RAB の時 wordA が wordB の下位

概念とする．

(b) PAB < RAB の時 wordA が wordB の上位

概念とする．

(c) PAB = RAB の時 wordA と wordB は同等

の概念とする．

3 実験

提案手法の精度を検証するために，実験を行なった．

今回は，文書として，日本語版 Wikipedia の記

事1を利用した．バージョンとしては，02-Oct-2018

13:53 を利用した．Wikipedia のそれぞれの記事を

doc1, doc2, · · · , docN とし，記事タイトルも文書の一
部とした．なお，N = 1, 122, 013であった．

さらに，上位下位概念の正解データ，評価データを

作成する必要があるため，その目的のために，日本語

版 Wordnet[4]2を利用した．日本語版 Wordnet の仕

様は基本的にWordnet[1]と同様である．この日本語

版Wordnetには 57,238概念 (synset数)，93,834語，

158058語義 (synsetと単語のペア)，135,692定義文，

48,276例文が含まれている．

この日本語版Wordnetの中から，概念 (synset)同

士の関連のうち，上位下位概念のセットを取り出し，

その概念に対応する単語 (日本語)を取り出してきて

ペアにすることで，Wordnetに基づいた上位下位概念

のある日本語の単語ペア 32,085ペアを抽出した．(実

際に単語ペアは 37,113ペア存在したが，Wikipediaの

文書に一度も含まれない単語などは除外した．)

さらに，Wordnet に含まれている日本語の名詞

65,788 個のうち，ランダムで 2 つ語を選び，擬似的

な上位下位概念のない日本語の単語ペア 32,085ペア

を生成した．(厳密にはランダムで生成しているので

上位下位概念のあるペアが含まれている可能性は若

干あるが，以下では上位下位概念のないペアと呼ぶ．

また，Wikipediaの文書に一度も含まれない単語など

は同様にこちらでも削除して，代わりのペアを生成し

た．) こうしてできた，上位下位概念のある単語ペア

32,085ペアと上位下位概念のない単語ペア 32,085ペ

アのうち，上位下位概念のある単語ペア 1,000ペアと

1Available at https://dumps.wikimedia.org/jawiki/

latest/.
2Available at http://compling.hss.ntu.edu.sg/wnja/.

上位下位概念のない単語ペア 1,000ペアの合計 2,000

ペアをパラメータ thrのチューニング用に使用し，残

り 31,085ペアずつ，合計 62,170ペアを評価データと

して使用した．

結果の評価，またはパラメータ thrのチューニング

には精度評価を利用した．精度評価の方法は以下の

通りである．まず，上位下位概念のある単語のうち，

wordAが上位，wordB が下位になるように整理した．

以下では，wordAからみて wordB が下位概念である

時に，“down”，上位概念である時に “up”，同等の概

念である時に “even”，上位下位概念の関係にない時を

“not”と表記する．つまり，上位下位概念のある単語

ペアにおいては，“down”と判定されるのが正解であ

り，上位下位概念のない単語ペアにおいては，“not”

と判定されるのが正解である．これらの条件下で，結

果は表 1 のように分類されるはずである．表 1 にお

表 1: 結果の分類
Pred.

up even down not

上位下位概念あり A B C D

上位下位概念なし E F G H

表 2: 結果の正誤に基づいた分類
上位下位 TP FN FP TN

あり C A+B +D G E + F +H

なし H E + F +G D A+B + C

いて，正解であるのは C とH である．これに基づい

て精度計算を行う．表 2 は結果の正誤に基づく分類

である．TP, FN, FP, TNはそれぞれ True Positive,

False Negative, False Positive, True Negativeである．

これに基づき，それぞれのケースに対して Precision,

Recall, F1を計算した．さらに，その 2つの F1に対

して，算術平均を取ることで，Macro-f1を計算した．

このMacro-f1を最終的な評価値として利用した．

4 結果

4.1 テストデータにおける結果とパラメー
タチューニング

まず，thrを 0から 1で 0.001ずつ変化させた結果

を提示する．図 1は thr を変化させていった場合の，

上位下位概念あり単語ペア 1,000セットの評価結果で
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図 1: thr を変化させた場合の上位下位概念ありのペ

アでの Presicion, Recall, F1
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図 2: thr を変化させた場合の上位下位概念のない単

語ペアでの Presicion, Recall, F1
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図 3: thrを変化させた場合のMacro-f1の変化

ある．thr を引き上げていくにつれて Precisionが向

上し，Recallが減少する傾向にある．図 2は thrを変

化させていった場合の，上位下位概念のない単語ペア

1,000セットの評価結果である．こちらは，thrを引き

上げていくと，Recallが上昇し，Precisionが減少す

る傾向にある．最後に図 3だが，これは thrを変化さ

せた時のMacro-f1，つまり，図 1と図 2における F1

の平均の変化である．この結果によると，Macro-f1は

thrの変化に対して，極大点を持つことがわかる．そこ

で，さらに，thrの変化の刻みを 0.00001として，極大

点を探索したところ，極大点における thrは 0.00991

であり，その時のMacro-f1は 0.65556であるとわかっ

た．この極大点における thrを thrの最適値として採

用した．

4.2 評価

次に，上記で定めた thr = 0.00991を利用して，評

価用データ 62,170ペア (上位下位概念あり 31,085ペ

ア，上位下位概念なし 31,085ペア)に対して，実験を

行なった．表 3は評価データに対する分類結果を示して

表 3: 評価用データに対する分類結果
上位下位 Pred.

概念 up even down not

あり 5, 810 20 13, 722 11, 533

なし 2, 509 0 2, 593 25, 983

いる．上位下位概念ありペアにおいて，正しく “down”

に分類されたのは 13, 722ペアで，また，11, 533ペア

が “not”，つまり上位下位概念なしと判定されている．

一方，上位下位概念のない単語ペアについては，大半

が “not”，つまり上位下位概念なしと判定されている．

これらの結果に基づき，各種精度を計算したところ，

表 4 の通りになった．表 4 にある通り，上位下位概

表 4: 評価用データに対する分類結果
上位下位概念 Precision Recall F1

あり 0.84107 0.44143 0.57899

なし 0.69258 0.83587 0.75751

Macro-f1: 0.66825

念ありと判定された場合 (今回の場合，wordAが上位

概念で wordB が下位概念と判定された場合，つまり

“down”と判定された場合)，その適合率は 84%ほどと

なっている．一方で，上位下位概念ありのペアのうち，

正しく上位下位概念ありと判定されたのは 44%であ
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り，あまり良くない結果となっている．また，擬似的

に上位下位概念の関係がないものとして作成したペア

において，正しく上位下位概念なしと判定されたのが

同様に 84%程度であった．しかし，上位下位概念なし

と判定されている中で本当に上位下位概念なしで合っ

たものは 69%ほどであった．

5 考察

今回の実験において，thrを変化させると明確な極

大点を持っており，パラメータのチューニング方法は

充分であったと考えられる．

しかし，実験結果の精度については議論の余地が

ある．直接比較はできないが，HypeNET[8]の lexical

split における F1 は 0.700 であり，それと比べると，

精度は低いと考えられる．直接比較する必要があるた

め，これに関しては，今後の検討課題であると考える．

今回提案しているモデルはチューニングすべきパラ

メータは 1つであるという特徴があり，今回は，テス

トデータ 2,000に対して，評価データ 62,170とした

が，評価データとテストデータでは精度に大きな差は

存在しなかった．そのため，非常に少ない訓練データ

でチューニング可能であるということも特徴であると

考えられる．また，PABなどのみを使用する場合など

には教師なしで使用することができることも非常に大

きな特徴であると考える．

さらに，今回は手軽に手に入るWikipediaの記事を

使用したが，実際には他のテキストでも代用可能であ

る．我々の以前の研究 [3]では，doc1, doc2, · · · , docN
に各企業の決算短信などの企業情報を使用しており，

それぞれの分野に合わせて特有の文書を使うことが可

能になっており，そうすることで，適用先の分野にあっ

た結果になることが予想される．

今後の展望としては，上で述べた評価における直接

比較のほか，第 2節の提案手法における分類の 4.(a)-

(c)のアップデートが必要であると考える．同等の概

念だった場合でも，PAB = RAB となるわけではなく，

多少の誤差が発生すると考えられるからである．

6 おわりに

本研究において，文書内における単語の共起を利用

した上位下位概念の推定の手法を提案した．本手法に

基づき，Wikipediaの記事を文書として使い，Wordnet

に含まれる上位下位概念をデータとして実験を行った．

その結果，精度は低いものの，一定の有効性を確認す

ることができた．本手法は非常に少ない訓練データで

必要なパラメータのチューニングが可能であることも

わかった．
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