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Abstract: Deep Hedging, which uses deep learning and price time-series simulations to optimize

option hedging, has recently been in the spotlight because it enables more realistic hedging that

can take into account frictions such as transaction fees (imperfect market). However, the situation

of hedging an option by other options has never been addressed by deep hedging because of its

simulation difficulties. In that situation, pricing for tradable options should also be performed

via deep hedging in simulations for realizing imperfect market simulations, which has required

unrealizable enormous computational resources because of the nested architecture of deep hedging.

Thus, in this study, we proposed a new deep-hedging mechanism for learning hedging strategies

under such a nested situation. As a result, we showed better hedging via proposed deep hedging

with multiple tradable options.

1 はじめに
デリバティブ (金融派生商品)の一種のオプション取

引は，ヘッジ目的を中心に，金融市場において必要不
可欠なものである．オプションは，原資産の価格変動
に応じてその価値が変動する．ヨーロピアンオプショ
ンの場合，それぞれのオプションの行使価格K で満期
に売り (put)/買い (call)する権利を売買することにな
る．オプションの現在価値の計算で一般に使用される
Black–Scholesモデル [7, 23]は，原資産の価格リター
ンに正規分布を仮定しているほか，取引コストを考慮
しない完全市場での論理に基づいている．そのため，実
務においては，Black–Scholesモデルにより算出される
greeksを参考指標として用いて，ヘッジ戦略を人間が
立てることになる．
そこで，不完全市場におけるオプションのヘッジや
プライシングを行うツールとして，Deep Hedging [9]

が提案された．これは，ヘッジ戦略における，各オプ
ションや原資産のポジションをニューラルネットワーク
を用いて算出し，強化学習的なフレームワークで，最
終的な Profit&Loss (PL) を最適化することを目的と
しており，取引コストなどを加味したヘッジ戦略を立
てることに優位性がある．加えて，最適化に当たって，
CVaR(Expected Shortfall)のような目的関数を設定し
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て，目的に応じたヘッジを行うこともできる．理論上は，
Black–Scholesモデルのような古典理論に基づいていな
いため，理論モデルのないオプションについても，ヘッ
ジとプライシングが行えるというという利点がある．

Deep Hedgingの良さは，架空の原資産価格の時系列
を生成することで，オプション取引のシミュレートを
通じた学習が行えることであり，ある種のData Augu-

mentationとして機能する．これは，Deep Hedgingの
強みである一方で，ナイーブな実装による拡張の限界
を生み出す．
実務で頻繁に行われるオプションをオプションでヘッ
ジするシチュエーション1を考えた場合に，ヘッジツール
として使用する取引可能なオプションの価格を，シミュ
レーション内でどのように設定するかという問題が発生
する．取引可能なオプションのプライシングを Black–

Scholesモデルのような完全市場の仮定のなかで生成さ
れた価格を採用してしまうと，Deep Hedgingの良さが
失われてしまう．そのため，ヘッジツールのオプション
に関しても，不完全市場を想定した Deep Hedgingに
よるプライシングが行われる必要がある．ヘッジ戦略
を立てるメインのシミュレーションとニューラルネッ
トワークに加えて，そのシミュレーションのサブルー
チンとして，ヘッジツールのプライシングを行うため

1本稿では，同一原資産のオプション間でのヘッジを指すことと
する
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のシミュレーションとニューラルネットワークが必要
になる．このネスト構造は，従来の Deep Hedgingを
ナイーブに実装した場合には，一般に実現不可能なレ
ベルの計算量を必要とする．
そこで，本研究では，オプションをオプションでヘッ
ジする Deep Hedgingの実現のために，より効率的な
モデルを提案する．具体的には，ヘッジツールとして
使用するオプションの価格付けモデルの学習において，
1つのニューラルネットの学習において，残存期間の異
なるケースを混合し，それらを効率の良いスケジュー
リングで学習させることと，学習時のシミュレーター
の挙動を変更することで，効率的なモデル学習を実現
した．また，オプションをオプションでヘッジすること
により，従来のDeep Hedgingで実現されていたいオプ
ションを原資産でヘッジするケースと比較して，CVaR

を効用関数として採用した場合に，リスクを軽減でき
るヘッジが行えることを示す．

2 先行研究
Black–Scholesモデル [7, 23]はオプションの価格構
造をとらえるモデルとして使用されてきた．一方で，オ
プション一般に適用可能ではない上，現物価格時系列
にランダムウォークを仮定しており，これが現実と乖
離していることやボラティリティが一定であるという
仮説が不適切であること [2] などから，そのモデルの
限界も示されている．そこで，異なる価格確率過程モ
デルを採用した CEVモデル [6]や価格ジャンプを考慮
したジャンプ拡散モデル [12, 24]，すべての価格変化を
ジャンプと考えたVariance-Gammaモデル [21]が提案
された．
ニューラルネットワークの登場により，その活用も検
討されてきた．Hutchinsonら [19]やGarciaら [16]は，
MLPによって，Black–Scholesモデルを置き換えること
が可能であることを示した．Malliarisら [22]は，ニュー
ラルネットワークを用いることで，implied volatilityを
うまく予測できることを S&P100の指数オプションを
用いて示した．Carverhillら [11]は，MLPを用いて，
S&500 先物オプションのプライシングと greeks の予
測を通じて，価格変動を予測することで，Cox-Ross-

Rubinstein Option Pricing Model[13]よりも高い性能
を達成した．Dugasら [15]は，オプションの価格の特
性を，ニューラルネットワークの学習上の制約として
取り込み，Yang ら [25] は，ゲート付きの MLP とし
て取り込むことでより正確なプライシングを達成した．
Ackererら [1]は，Neural Netowrkを用いて，よりな
めらかなVolatility Surfaceを予測するモデルを構築す
ることを通じて，オプションの適切な価格を予測する
手法を提案した．

Buehlerら [8, 10]は，オプションのヘッジ問題におい
て，ニューラルネットワークにより，最終的なPLの効
用最適化問題を学習させることでそれぞれの効用関数に
合わせた最適なヘッジ戦略を構築する “Deep Hedging”

と呼ばれる手法を提案した．これは，従来の研究と異
なり，オプションのプライシングや Greeks の計算に
基づくことなく，直接的にヘッジ戦略を求めることに
より，強化学習的フレームワークで最適化を行うこと
に大きなブレークスルーがあった．Horvathら [18]は，
rBergomiモデル [5]を用いて，非マルコフ過程の価格
のジャンプの存在するラフボラティリティモデルにお
いても，Deep Hedgingが一定機能することを示すとと
もに，ラフボラティリティにおける Deep Hedgingを
提案した．Imakiら [20]は，No-transaction band[14]

をニューラルネットワークのアーキテクチャに組み込
むことで，収束の早い Deep Hedgingを提案した．

3 問題設定
Deep Hedging [9]同様に 0 = t0 < t1 < · · · < tn = T

という有限離散時間を考える．図 1に示すように，現
物資産 S(0) とそれに連動する O 個の市場取引可能な
オプション S(i) (i = 1, · · · , O)が存在すると仮定する．
ヘッジ問題として，S(⋆)という現物資産 S(0)と連動す
るオプションのヘッジを t = 0から t = T まで引き受
ける (=shortする)ことを考える．(S(⋆)は市場取引可
能かどうかは問わない) ただし，S(⋆) はヘッジ引受期
間に取引を行うことはできないこととする．

S(0) S(  )

S(1)

S(2)

S(O)

Option 1

Option 2

Option O

…

現物資産 （連動）

連動

ヘッジ対象

複数財でヘッジ
(2 次トレーダー）

プライシング
(1 次トレーダー）

図 1: 問題設定のアウトライン

本研究で取り扱うオプション S(i) (i = 1, · · · , O)に
ついては，その価格を Black–Scholes modelなどで定
めるのではなく，現物との間でのヘッジ取引に基づい
た価格設定を行うことで，すべてにおいて不完全市場
の仮定を取り込めるようにする．そのため，図 1に示
すように，オプション S(i) (i = 1, · · · , O)と現物 S(0)

の間で取引を行うトレーダーを「1次トレーダー」，そ
れらのすべての財を用いてヘッジ対象である資産 S(⋆)
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をヘッジするトレーダーを「2次トレーダー」と呼ぶ
こととする．最終的な目的は，この「2次トレーダー」
の取引において，Deep Hedgingを用いることができる
ようにすることである．また，1次トレーダーはマー
ケットの代用であるものの，現物とのヘッジが可能で
あるため，取引可能オプションの流動性も担保できる．
また，問題を単純化するために，金利については，無
視できることとし，今回取り扱うオプションはすべて
満期が T であると仮定したが，提案手法自体はどちら
もそれ以外のケースに対応可能である．加えて，現実
の市場では，原資産のボラティリティは直接観測不可
能であるが，簡便化のため，価格過程から直接観測可
能であると仮定している．

3.1 市場取引価格設定
市場で取引可能な資産 S(i) (i = 0, · · · , O)は，プラ

イシングが行われている必要がある．ここでは，現物
資産 S(0)とそのオプション S(i) (i = 1, · · · , O)のプラ
イシングについてそれぞれ説明する

3.1.1 現物資産価格
現物資産 S(0) の価格 S

(0)
t (t ∈ {t0, · · · , tn})は Hes-

ton model [17] によって決まるとする．

dS
(0)
t = S

(0)
t

√
VtdW

(1)
t (1)

dVt = κ(θ − V )dt + σ
√
VtdW

(2)
t . (2)

ここで，dW
(1)
t と dW

(2)
t は相関係数が ρとなるような

ウィナー過程である．この微分方程式のシミュレーショ
ンとしては，QE-M Method [3]を用いることとした．
本研究においては，S

(0)
t0 = 1.0，Vt0 = 0.04，κ = 1.0，

θ = 0.04，ρ = −0.7，σ = 0.3とした．

3.1.2 オプション価格 (1次トレーダー)

続いて，現物資産と連動して価格が変動するオプショ
ンの価格については，Deep Hedging [9]のプライシン
グを採用することとした．実務的には，Black-scholes

model [7]に基づいたプライシングを行うことが一般的
ではあるものの，最終的に取引コストなどを考慮した
ヘッジをDeep Hegingで行うためには，ヘッジのツー
ルとして使われるオプションの価格自体も取引コストな
どを考慮に入れたプライシングが行われるべきである．
そこで，Deep Hedgingを用いて，S(i) (i = 1, · · · , O)

のオプションのプライシングを，その原資産S(0)でヘッ
ジすることで計算を行うこととする．
具体的には，t = tj における，オプション S(i) の価
格は以下の通りに定められる．

1. 時刻 t = tj にオプション S(i) を 1単位 shortす
る．この時の 1単位の価格 S

(i)
t を計算したいの

で未知であるとする．

2. 時刻 t = tj から満期 t = tn = T までの間，現物
資産 S(0)の取引を行う (propotinal costを適用)

3. 満期において，オプション S(i) をその行使価格
に基づいて清算する

上記の手続きにおいて最適ヘッジ戦略を取れたとする
と，裁定機会が存在しないので，キャッシュフローの合
計は 0になるはずである．上記のキャッシュフローを
定式化すると以下の通りになる．

S
(i)
tj −

n−1∑
k=j

{(
δ
(0)
tk
− δ

(0)
tk−1

)
S
(0)
tk

+ c0

∣∣∣δ(0)tk
− δ

(0)
tk−1

∣∣∣S(0)
tk

}
+δ

(0)
tn−1

S
(0)
tn − Zi(S

(i)) = 0. (3)

ここで，δ(0)t は時刻 tでの取引終了後の現物資産S(0)の
ポジションであり，取引開始前のポジションは δ

(0)
tj−1

= 0

と定義する．c0は現物 S(0)の取引にかかる propotinal

costの係数である．Zi(S
(i))は，オプション S(i) の満

期での payoffであり，行使価格をK(i)とすると，Eu-

ropean Call Optionの場合，

Zi

(
S(0)

)
= max

(
S
(i)
tn −K(i), 0

)
(4)

となる．
Deep Hedgingを用いるため，取引戦略そのものであ
る現物のポジション δ

(0)
tk
はニューラルネットワークを

用いて

δ
(0)
tk

= NNi(Itk , δ
(0)
tk−1

) (5)

と定義される．この時，It が時刻 t以前に取得可能な
ヘッジに有効な情報である．これらの設定で，S

(i)
tj が

小さくなるように，NNi を学習させる．

3.2 取引戦略 (2次トレーダー)

3.1節でプライシングが行われた現物 S(0) 及びオプ
ション S(i) (i = 1, · · · , O)を用いて，ヘッジ対象のオプ
ション S(⋆)をヘッジする戦略 (通称「2次トレーダー」)

について述べる．
2次トレーダーは，任意の離散時刻 t ∈ {t0, t1, · · · , tn}

において，任意の財 S(i) (i = 0, · · · , O)を市場で取引
可能である．この制約下で，ヘッジ対象のオプション
S(⋆) を 1単位をヘッジし，その結果の損益を効用関数
にかけたときの効用を最大化することを目指す．
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S(⋆) を t = t0 で顧客に販売したのちの満期までの
キャッシュフローは，

PLT (δ) = −Z⋆(S(⋆)) + (δ · S)T − CT (S, δ)

(δ · S)T ≡
O∑
i=0

{
δ
(i)
tn−1

S
(i)
tn −

n−1∑
k=0

(
δ
(i)
tk
− δ

(i)
tk−1

)
S
(i)
tk

}

CT (S, δ) ≡
O∑
i=0

n−1∑
k=0

ci(δ
(i)
tk
− δ

(i)
tk−1

)S
(i)
tk

と定義できる．ここで，Z⋆はオプション S(⋆)の payoff

関数，δ(i)t は財 S(i)の時刻 tの取引終了後におけるポジ
ション，ciは財S(i)の propotionalな取引コストの係数
である．δは取引対象のすべての財・時刻に対するポジ
ションの組

{
δ
(i)
tj |i ∈ {0, 1, · · · , O} , j ∈ {0, · · ·n− 1}

}
である．ただし，δ

(i)
t−1

= 0とする．
そのうえで，効用関数 uに基づいて，以下の目的関

数 J を最大化する．

J(δ) = E [u (PLT (δ))] . (6)

本研究においては，効用関数としてCVaR0.1を採用し
ている．
ポジション δ自身がヘッジ戦略となる．このポジショ
ンに関しては，ニューラルネットワークを通じて得ら
れる．時刻 tに対する S(i) (i = 0, · · · , O)のポジショ
ンの組を δt =

{
δ
(i)
t |i ∈ {0, 1, · · · , O}

}
と定義する．こ

の時，

δtk = NN(Itk , δtk−1
) (7)

となる．ここで，NNは出力が O + 1個になるような
ニューラルネットワークとなる．また，Itが時刻 t以前
に取得可能なヘッジに有効な情報である．このニュー
ラルネットワークを J(δ)が最大化されるように学習さ
せることで，2次トレーダーの取引戦略は学習される．

4 提案手法
3節で設定した現実のヘッジ行動に近い問題におい
て，Deep Hedgingを適用するための手法を提案する．
今回取り組む問題において，二重のシミュレーショ
ン構造の存在が問題になる．3.1節に記載した通り，本
研究においては，シミュレーションデータに基づいた
ヘッジ戦略の最適化を考えている．この場合，2次ト
レーダーのシミュレーションを行うにあたって，すでに
戦略を学習済みの 1次トレーダーの提示するプライシ
ングが必要になる．しかし，このプライシングを行う
ためには，それぞれの状態に合わせた 1次トレーダー
の学習が必要となる．この学習のために，2次トレー

ダーのシミュレーションのサブルーチンとして，1次ト
レーダーのサブシミュレーションに基づいた繰り返し
の取引戦略の学習と最終的な推論による取引戦略に基
づいたプライシングが要求される．この計算量は，現
実的な計算量を超えるものであり，実務におけるDeep

Hedgingの導入を妨げるものであった．
計算量の爆発が発生する主な原因は，従来の Deep

Hedgingにおいて，オプションのプライシングを行う
時点までの時系列が既知であり，それ以降をシミュレー
ションで補完して戦略を学習するという手法である点
と，残存期間が変化すると，ニューラルネットワーク
の再帰呼出回数が変化するため (後述)，学習自体に大
きな変化が発生してしまうということにある．
そこで，残存期間の変化にも対応して学習を行うこ
とができる学習手法の提案を行うことにより，2次ト
レーダーの各シミュレーションにおいて，1次トレー
ダーのプライシングのためのヘッジ戦略を学習し直し
を発生させないことで，計算量の削減を目指す．

4.1 プライシングのためのDeep Hedging

モデル (1次トレーダー)

1次トレーダーはオプションごとにモデルを構築す
る．1次トレーダーモデルにおける工夫点は以下の 3つ
である．

1. 残存期間の異なるケースの混合学習
2. 残存期間に基づいた学習スケジューリング
3. 学習時と推論時で挙動が異なるシミュレーション

残存期間の異なるケースの混合学習: 図 2のとおり，
今回のプライシングモデルが対応すべきヘッジシチュ
エーションは多様であり，これを一つのニューラルネッ
トワークで行える必要がある．図 2の★の部分にあた
る，スタート時点でのヘッジは，ほかの局面と異なり，
ポジションが 0からスタートする点で特異であり，か
つ，残存期間がすべて異なるケースを 1つのニューラ
ルネットワークで対応しなければならない．また，2回
目以降のヘッジであっても，残存期間によって，リス
クの勘案や取引戦略が異なり得るが，これらへの対応
も必要である．
図 2に記載したすべてのケースでのプライシングを最
適化するような学習を実行するために，これらの t = 0

でのプライシングを計算するケースから t = tn−1 で
のプライシングを計算するケースまでのすべてのケー
スを学習すべきシナリオとして学習させることとした．
t = 0でのプライシングを計算するケースは，単純な従
来の Deep Hedgingそのものになるが，t = ti でのプ
ライシングを計算するケースは，t = ti−1 までが取引
禁止期間として設定されているとみなす．
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時刻
t=t0=0 t=t1 t=t2 t=tn-1 t=tn=T

（満期）

1回目のヘッジ
（ポジション変化大）

2回目以降のヘッジ
（ポジション変化小）

2回目以降のヘッジ
（ポジション変化小）

2回目以降のヘッジ
（ポジション変化小）

清算→ t=0 での pricing

1回目のヘッジ
（ポジション変化大）

2回目以降のヘッジ
（ポジション変化小）

2回目以降のヘッジ
（ポジション変化小）

清算→ t=t1での pricing

1回目のヘッジ
（ポジション変化大）

2回目以降のヘッジ
（ポジション変化小）

清算→ t=t2での pricing

1回目のヘッジ
（ポジション変化大）

清算→ t=tn-1でのpricing

………

これらのすべての時点でのヘッジを
同じNetwork で処理できる必要がある

図 2: プライシングのための Deep Hedgingモデルが対応すべきヘッジシチュエーション

残存期間に基づいた学習スケジューリング: 式 3を変
形すると，時刻 t = tj におけるオプション S(i)1単位
の価格 S

(i)
tj は，δ

(0)
tj , · · · , δ(0)tn−1

の関数であるとわかる．

δ
(0)
tn−1

= NNi(Itn−1
, δ

(0)
tn−2

)

= NNi(Itn−1
,NNi(Itn−2

, δ
(0)
tn−3

)) = · · ·

というように，ヘッジを重ねるごとに，ネットワーク
のネストが深くなっていく構造となっている．ネット
ワークのネストが深くなることは，深層学習における
グラフ構造が大きくなっていくために学習が難しくな
ることを意味する．そこで，1epoch内の学習において，
もっともネストの少ない t = tn−1でのプライシングを
計算するケースから順に学習 (backpropagation + NN

の重み更新)を行う．2これは，ヘッジ行動の 1回目 (図
2の★)は主にDeltaヘッジと同等のヘッジを行うこと
になり，そのヘッジの精度が低いと，後続のヘッジ行
動にも大きな影響を及ぼすが，このヘッジ行動の学習
は，式 3のネストが最も深い場所で行われる．そのた
め，学習が困難であるので，ネスト構造の浅いものか
ら順に学習を行うことが有効であると考えられる．

学習時と推論時で挙動が異なるシミュレーション: 図
3で示す通り，1次トレーダーの学習時と，1次トレー
ダーが推論としてオプション価格を計算する時でシミュ
レーションの構造を変えた．
今回我々が取り組むDeep Hedgingの問題は，二重の
シミュレーション構造を持っている．たとえば，t = ti
において，2次トレーダーがオプションの価格を 1次ト

2すべてのケースで backpropagation 後にまとめて NN の重み
更新を行う手法も試したが，個別に重み更新をしていく方が性能と
収束の速さがよかった．

レーダーから参照するシチュエーションを考える．t = ti
までの価格時系列は，シミュレーションによって生成
されているが，この時点では既知のものとみなすこと
ができる．一方で，t = ti からの時系列は未知である．
そこで，1次トレーダーは，t = ti までの既知の時系
列の続きとして，架空の現物価格のパスをたくさん生
成して，その PLに基づいたオプションプライシング
を行うことになる (図 3の左図)．そのため，1つのシ
ミュレーションで生成された価格時系列から派生して
多くのシミュレーションを走らせる構造を持つ．この
点は，実際に 2次トレーダーが 1次トレーダーの提示
するオプション価格に基づいて取引戦略を学習する局
面，つまり，1次トレーダーが推論モードとして挙動す
る場合には不可欠であるが，1次トレーダーの学習に
おいては，このネスト構造を維持する必要がない．
そこで，学習時においては，より効率的な学習を行
うために，図 3の右図にあるように，未知の価格パス
は 1系列しか生成しないかわりに，既知の価格を生成
するシミュレーションの回数を増やすことにした．未
知の価格のパスを 1系列にすることにより，満期まで
の価格時系列を一気に生成したのちに，t = ti以降を未
知の価格として見ることで，実質的にシミュレーショ
ンのネスト構造を回避できる．これは，1次トレーダー
の学習において，細かく t = ti におけるオプション価
格を多くのシミュレーションに基づいて正確に計算す
る必要がなく，各試行における PLを単純に効用最大
化する問題として考えることができるからである．さ
らに，この改良により，t = ti において到達する価格
時系列の stateも多くすることができる．
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図 3: シミュレーションにおける工夫

4.2 2次トレーダーモデル
2次トレーダーは，現物S(0)及びオプションS(i) (i =

1, · · · , O)を用いて，ヘッジ対象のオプション S(⋆) を
ヘッジするが，こちらについては，従来のDeep Hedging

を単純に多数財に拡張したものである．2次トレーダー
は，式 6を最大化するような式 7のニューラルネット
ワークの学習を行う．式 7の中の情報 It には，1次ト
レーダーが時刻 tにおいて提示する各オプションの価
格も含まれており，それらを用いて，取引を行うO+ 1

財のポジションをニューラルネットワークで決定する．
他については，3.2節の設定で定義された通りである．
It の詳細については実験設定で後述する．

5 実験設定
本研究において，今回提案した現物とオプションを
もちいたヘッジに対応した Deep Hedging手法の有効
性を確かめるために，以下の設定で実験を行った．
まず，取引可能な資産は，現物資産 (3.1.1節で定義．
価格は 1.0からスタート)，行使価格 1.02 の European

Call Option，行使価格 1.00 の European Put Option，
行使価格 0.98のEuropean Put Optionとし，ヘッジす
る資産として行使価格 1.00 の European Call Option

を設定した．
そのうえで，取引可能な資産を現物資産のみに絞っ
た場合と比較し，ヘッジツールに複数のオプションが
含まれる場合にヘッジの性能が上がるかどうかを確認
することで，提案手法の有効性を確認することとした．
各種パラメータは次のように設定した．

• 満期までの最大ステップ数 n = 20

• 現物の取引コスト係数 (Propotional Cost)

c0 = 0, 0.01, 0.005, 0.001, 0.0005, 0.0001

• オプションの取引コスト係数 (Propotional Cost)

ci = 0, 0.01, 0.005, 0.001, 0.0005, 0.0001

• NNのアーキテクチャ: 1層の Linear層による 32

次元への埋め込み後，2層の self-attentionを通っ
たのちに，1層の Linear層で出力する．出力層
以外はすべて Layer Normalization[4] と ReLU

Activationを適用．
• It (NNに入力する情報):

– ヘッジ対象も含めたすべての Optionの log

moneyness，満期までの残存期間
– 市場取引可能なすべての財の現在の市場価格
– 原資産のボラティリティ

• 効用関数: CVaR(0.1)

• 1次トレーダーの学習時のSimulation paths: 50000

• 1次トレーダーの学習 epochs: 1000

• 2次トレーダーの学習時の 1次トレーダーの Sim-

ulation paths: 1000

• 2次トレーダーの学習時のSimulation paths: 5000

• 2 次トレーダーのテスト時の Simulation paths:

5000

• 2次トレーダーの学習 epochs: 500

• NNの Optimizer: Adam (learning rate= 10−3)

なお，実装に当たっては，pfhedge3を用いた．

6 結果
表 1に，取引コストを変化させた場合の，プライシン
グの結果を示す．まず，オプションを現物のみでヘッジ
する 1次トレーダ4とオプションをオプションと現物で
ヘッジする 2次トレーダーのオプション S(⋆)に対する
プライシングを比較すると，すべての条件において 2次

3https://github.com/pfnet-research/pfhedge
4厳密には取引可能なオプションのプライシングを行う 1次トレー

ダーとは効用関数が異なるが，便宜上 1 次トレーダーと呼ぶ．
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表 1: ヘッジ結果．ここでは PLではなく，価格またはコストとして表示しているので，基本的に正の値を取る．
小さい方が良いヘッジであることを示す．また，CVaR0.1分布の 90%地点 (上側 10%地点)以上の平均であるのに
対し，ヘッジコスト平均は分布全体の平均を見ていることから，同じ分布の着目する位置を変えているのと考え
られる．そのため，ヘッジコスト平均の方が値が小さくなるのは自明である．

設定 オプション S(⋆) のプライシング (CVaR0.1) ヘッジコスト平均
取引コスト比率 (c0, ci) 1次トレーダー 2次トレーダー 1次トレーダー 2次トレーダー

0 0.031021 0.025074 0.022386 0.022324

0.0001 (0.01%) 0.031085 0.026803 0.022524 0.022381

0.0005 (0.05%) 0.031788 0.027130 0.023189 0.022654

0.001 (0.1%) 0.032733 0.027546 0.023963 0.023099

0.005 (0.5%) 0.038718 0.029559 0.028565 0.024922

0.01 (1%) 0.045051 0.031568 0.033116 0.027135

c0 = 0, ci = 0.01 (参考) 0.031021 0.024350 0.022386 0.022250

c0 = 0.0001, ci = 0.01 (参考) 0.031085 0.027239 0.022524 0.022605

トレーダーの方が良い結果であることがわかる．また，
取引コストが上がるにつれて，ヘッジにかかるコストの
増加からオプション S(⋆)のプライシングも上昇してい
ることが確認できる．今回は効用関数として，CVaR0.1

を採用したので，ヘッジコストの高い上位 10%の平均
を取っていることになるが，ヘッジコストの単純平均
についても確認したところ，少なくとも取引コストが
大きくない場合には 1次トレーダーと 2次トレーダー
で大きな差はなかった．

図 4: 1次・2次トレーダーの PL分布．(取引コスト:

0.0001) ヘッジの PLとして表示している (ヘッジコス
トと符号が逆)ため，主に負の値をとる．大きい (右)

方がより損失が少なく良いヘッジとなる．破線はそれ
ぞれの分布の CVaR0.1の値 (−S(⋆) と一致)．

図 4で，さらに詳細な PLの分布について確認する．
図 4では，ヘッジにかかった PLを計算しており，通
常，ヘッジしたい財 S(⋆)のヘッジにおいては，コスト

がかかる．そのため，ヘッジにかかる PLは負になる
が，より大きい値のほうがヘッジコストが少ない良い
ヘッジができていることになる．図 4を確認すると，オ
レンジで記載されている，オプションもヘッジのツー
ルとして使える 2次トレーダーのほうが，そうでない
1次トレーダーよりもより良いヘッジを見せているこ
とがわかる．加えて，PLの分布も，平均は大きく変わ
らないにもかかわらず，CVaR0.1の計算に大きくかか
わってくる下側のテイルをより効果的に圧縮できてい
ることが確認できる．
さらに，本稿では割愛しているが，ポートフォリオ
の greeksについても確認したところ，1次トレーダー
と比較して，2次トレーダーのほうが圧倒的に gamma，
vega，thetaを 0に近づけることに成功していた．

7 考察
まず，表 1の結果について考察する．表 1のプライシ
ングを確認する限りでは2次トレーダーの方がCVaR0.1

を抑えることに成功していると考えられる．また，コ
ストが 0の場合に，1次トレーダーと 2次トレーダーの
ヘッジコスト平均が 0.3%程度の差がないことから，1

次トレーダーの取引可能オプション S(i)(i = 1, · · · , O)

に対するプライシングが，2次トレーダーにとって裁
定可能な価格ではなかったことを示していると考えら
れる．これらを総合すると，2次トレーダーは単純な
裁定機会がなかったにもかかわらず，リスクをうまく
低減することができていると考えられる．これらの結
果は，図 4からも裏付けられる．
また，比較として，リスクセンシティブな CVaR0.1

の代わりにリターン重視のEntripic Risk Measureを用
いた実験も行ったが，そちらではオプションを取引可
能にすることによる性能向上は確認できなかった．こ
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れは，裁定機会がないことと整合性のある結果であり，
さらに，オプションを取引可能な Deep Hedgingの提
案により，リスクを効率的に圧縮することのみが可能
になっていることを示していると言える．
ポートフォリオの greeksの結果に関しては，1次ト

レーダーでも，オプションと現物間の取引だけでも，
delta-freeを達成可能であるためである一方で，gamma，
vega，thetaに関しては，現物だけでは greeks-freeに
するのが困難であるため，オプションを取引可能な 2

次トレーダーの方がもともとの設定上有利であるため
であり，2次トレーダーがそのアドバンテージを適切
に活用できていると言えるだろう．
これらの結果を踏まえると，提案手法により，オプ
ションをオプションを用いてヘッジすることに成功し，
その結果として，効率的にリスクの圧縮ができている
と考えられる．
今後の課題としては，European Option以外の Ex-

otic Optionなどを用いた場合のパフォーマンス確認や，
より効率的な学習手法の検討，設定のより現実化や実
市場での確認などが考えられる．

8 結論
本研究では，オプションをオプションを用いてヘッ
ジするための Deep Hedging手法を提案した．ヘッジ
ツールとして用いるオプションに関しても不完全市場
下でのプライシングをおこなうべきであるという考え
のもと，二重の Deep Hedging構造を持つ問題設定に
も対応できる学習手法を提案することで，計算量の爆
発を回避し，従来達成できなかったオプションをオプ
ションを用いてヘッジするというシチュエーションを
取り扱えるようになった．提案手法を用いたオプショ
ンによるオプションのヘッジは，従来のDeep Hedging

で達成されていたヘッジと比較して，効率的にリスク
を圧縮できていることが確認できた．
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